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ZUSAMMENFASSUNG

Die vorliegende Arbeit untersucht Mdglichkeiten und Grenzen der Verwendung von einfa-
chen konnektionistischen Systemen als Modelle fiir den Erwerb und die Représentation von
Wissen (iber zeitdiskrete lineare dynamische Systeme in der Kognitionspsychologie. Ein
ausgewihltes dynamisches System namens SINUS wird in Form eines "pattern associators”
reprasentiert und dessen Lernverhalten untersucht. Es wird versucht, daraus Annahmen Uber
den Wissenserwerb von Probanden im Umgang mit solchen dynamischen Systemen abzulei-
ten, um insbesondere Hinweise darauf zu erhalten, was "gute" von "schlechten" Probanden
unterscheidet. Ein weiterer hier betrachteter Aspekt ist die Steuerung eines dynamischen Sy-
stems in einen vorgegebenen Zielzustand, der unter Beibehaltung des konnektionistischen
Modells durch einen variierten Lernalgorithmus modelliert wird. Die abschlieBende Diskus-
sion geht auf die Bedeutung der Modellierung flir die kognitionspsychologische Theorienbil-
dung ein.

1 EINFUHRUNG

In aktuellen kognitionspsychologischen Arbeiten spielen Uberlegungen zum EinfluB von Wis-
sen, dessen Erwerb und dessen Anwendung eine wichtige Rolle (vgl. Mandl & Spada, 1988).
Auch innerhalb der neueren Kl-Forschung wird diesem Konzept verstarkt Aufmerksamkeit zu-
gewendet, was etwa in der Beschéftigung mit wissensbasierten Systemen zum Ausdruck
kommt. Fir Psychologie und Informatik hat sich mit dem Aufkommen neokonnektionistischer
Modellvorstellungen eine mégliche Alternative zum herkdmmlichen Standpunkt der Symbol-
verarbeitungstradition ergeben (vgl. zur Ubersicht: Kemke, 1988; McClelland & Rumelhart,
1986; Rumelhart & McClelland, 1986).

Die vorliegende Arbeit demonstriert an einem konkreten Beispiel, dem Wissenserwerb (iber
zeitdiskrete lineare dynamische Systeme, einige Mdglichkeiten und Grenzen eines konnek-
tionistischen Lernverfahrens.

1 Anschrift der Verfasser: Rémerstr. 164, D-5300 Bonn 1. Die Arbeit im DYNAMIS-Projekt
wurde durch eine Sachbeihilfe der DFG unterstitzt (Az. Fu 173/1).
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1.1 Darstellung der Wissenserwerbssituation

Innerhalb des Forschungsprojekts DYNAMIS (vgl. Funke, 1986a) werden Probanden (Pbn)
mit folgender, aus zwei Teilanforderungen bestehenden Aufgabe konfrontiert: (1) in direkter
Interaktion mit einem Computer die Parameter eines ihnen zunéchst unbekannten dynami-
schen Systems zu identifizieren und (2) anschlieBend auf der Basis des angenommenen Wir-
kungsmodells das System zu kontrollieren. Die verwendeten Systeme lassen sich als zeitdis-
krete lineare Strukturgleichungsmodelle bzw. als autoregressive Prozesse erster Ordnung
darstellen. Es wird unterstellt, daB Pbn im Laufe langerer Interaktionen mit dem zunéchst un-
bekannten System ein zunehmend besseres Modell dieses Systems erwerben (vgl. Funke,
1985).

Das im folgenden verwendete System SINUS ist auf einem fremden Planeten angesiedelt.
Der Pb soll die Wirkungen der drei exogenen Variablen (X) auf die drei endogenen Variablen
(Y) sowie die Wirkungen der endogenen Variablen untereinander erkunden. SINUS kann
durch die folgenden drei Gleichungen beschrieben werden, wobei t den Zeittakt beschreibt:

y1(t+1)=1.0"y1(t)+10.0*x1 (1),
y2(t+1)=1.0*y2(t)+ 0.2*y3(t)+ 3.0"x3(t),
y3(t+1)=0.9"y3(t)+ 2.0*x2(t)+ 0.5*x3(t).

Hat der Pb das System vollstandig durchschaut, so miiBte sich sein internes Modell durch die
folgende Parametermatrix représentieren lassen:

x1(t) x2(t) x3()  yi) y2() y3(t)
yi(t+1) 10 0 0 1 0 0
y2(t+1) 0 0 3 0 1 0.2
y3(t+1) 0 2 0.5 0 0 0.9

Da es sich bei dem System SINUS um ein fiktives Szenario handelt, kann davon ausgegan-
gen werden, daB der Pb so gut wie kein Vorwissen darliber besitzt, seine subjektive Parame-
termatrix also als Nullmatrix beschrieben werden darf.

1.2 Darstellung der konnektionistischen Modellierung

Im folgenden soll das konnektionistische Modell eines Pb konstruiert werden, der sich mit
dem System SINUS befaBt. Es soll nd Uber folgende Eigenschaften verfiigen: (a) es soll
lernfahig sein in dem Sinn, daB es die Verbindungsstarken zwischen den SINUS-Variablen
identifiziert, und (b) es soll Wissen in Form von Matrizen représentieren, deren Elemente
Verbindungsstérken darstellen.
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Abstrakt kann die Aufgabenstellung als Musterassoziation (=prediction problem) beschrieben
werden: Gelernt werden soll die Verbindung zwischen den Variablenwerten (=exogene und
endogene Werte) zum Zeitpunkt t und den Zustandswerten (=endogene Werte) des Systems
zum Zeitpunkt t+1. Fiur die Modellierung von SINUS werden somit sechs Input-Einheiten mit
drei Output-Einheiten verknupft:

Input Units
x1(t) x2(t) x3(t) yi(t) y2(t) y3(t)
Q Q Q O

O
yi(t+1) y2(t+1) y3(t+1)

Output Units

Abbildung 1. Vernetzung der sechs Inputs mit den drei Outputs

Dabei realisiert die Struktur des Netzwerks die zeitliche Komponente und die Gewichte der
Kanten die Parameter der zu lernenden Matrix. Eine Zwischenschicht von Einheiten ("hidden
units™) wird nicht benétigt, da die dem System SINUS zugrundeliegenden Gleichungen linear
sind.

Als Einheiten eignen sich hier lineare Einheiten, also solche, die ihre Aktivitat als Summe der
gewichteten Eingaben bestimmen. Entsprechen die Kantengewichte der optimalen Matrix,
sind dadurch die Aktivititen der Qutput-Einheiten den endogenen Werten des Systems Sli-
NUS &quivalent, die bei Eingabe der Daten zum Takt t als Werte im Takt t+1 resultieren wir-
den.

Bei der Bestimmung der Lernregel wurde wie folgt vorgegangen. Das eben beschriebene
Netz soll das Modeli eines Pb darstellen, der Uiber die exogenen Variablen in das System
eingreifen kann und auf diese Art Information gewinnt. Plant dieses Netz einen Eingriff in
einen bestimmten Systemzustand, so stellt die Netzausgabe die Prognose liber den folgen-
den Systemzustand dar auf der Grundlage der bisherigen Représentation des Simulations-
systems. Wird der Eingriff in die Tat umgesetzt, gibt das Simulationssystem eine Rickmel-
dung Uber die tatséchlich resultierenden Werte der endogenen Variablen. Dieses Feedback
stellt somit den "Lehrer" des Systems dar. Aufgrund dieser Tatsache wie auch aufgrund der
Tatsache, daB keine verborgenen Einheiten bendtigt werden, bietet sich die einfache Delta-
Regel als Lernregel an. Bei dieser wird als Fehlersignal ei die Differenz der Zielaktivitét fir die
Output-Einheit i (=der "Prognose™) und der aktuellen Aktivitdt der Output-Einheit i (=der tat-
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sdchlich resultierende Wert) gewahlt, d.h. ej=tj-aj (e fur "error”, t fur "target" und a fir "activity";
die Indizes bezeichnen Einheiten). Die Delta-Regel lautet dann:

dwij=e" 6" g,
wobei e die Lernrate (=Schrittweite des Gradientenverfahrens) und wjj das Gewicht der Kante
von Einheit j (der Input-Einheit) zur Einheit i (der Output-Einheit) darstellen.

2 REALISIERUNG UND METHODISCHES VORGEHEN

Wie das eben beschriebene Modell realisiert wurde und welche Tests zur Uberpriifung der
Leistungsfahigkeit des Modells durchgeflihrt wurden, beschreiben die folgenden Abschnitte.

2.1 Algorithmen

Fir die Realisierung des beschriebenen Modells wurde das Modul PA (pattern associator) mit
linearen Einheiten und Delta-Regel aus der PDP-Simulationssoftware von McClelland & Ru-
melhart (1988) ausgewahlt. Von Vorteil dabei ist, daB die Aktivitdten nicht zwischen Null und
Eins liegen missen, so daB keine Veranderungen am Algorithmus notwendig waren.

Die benétigte Pattern-Datei mit den Trainingsmustern wurde mit dem DYNAMIS-Programm
(Funke, Fahnenbruck & Miiller, 1986) erzeugt. Um Fehlermeldungen wegen Uberschreitung
des Bereichs zwischen MaxInt und Minint zu vermeiden, wurden Start-, Ziel-, Maximal- und
Minimalwerte der SINUS-Steuerdatei durch 10000 dividiert.

2.2 Vorgehen

Zwei verschiedene Validierungsstrategien sollen Verwendung finden. Zum einen wird eine
selbstkonstruierte Trainingsmenge als Pattern-Datei verwendet, von der anzunehmen ist, daB
sie hinsichtlich der Lernméglichkeiten maximal viel Information enthalt. Zum anderen sollte
aber auch geprift werden, inwiefern empirisch realisierte Trainingsmengen, d.h. von Pbn er-
zeugte Systemzustdnde, zu akzeptablen Ergebnissen des Simulationsmodells fiihren kén-
nen. Hierflir wurden exemplarisch Daten von zwei Pbn aus dem DYNAMIS-Projekt ausge-
wabhlt, die nach den dort entwickelten Gutekriterien ("Glte der Kausaldiagramme", GdK; vgl.
Funke & Kleinemas, 1989) als gute bzw. schlechte Identifizierer bezeichnet werden kénnen.

Fir die selbst konstruierte Lernmenge wurde eine Pattern-Datei erzeugt, wobei die gewéhiten
Werte fiir die exogenen Variablen mdglichst zufallig aus dem positiven wie negativen Bereich
gewahlt und auf dreistellige Zahlen beschrankt wurden.

3 ERGEBNISSE

Entsprechend dem eben dargelegten Vorgehen bei der Uberpriifung der Leistungsfahigkeit
des konnektionistischen Lernmodells werden zun&chst die Ergebnisse fiir die optimalen
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Lernbedingungen berichtet. Daran schlieBt sich die Darstellung der Lernergebnisse auf der
Basis empirisch beobachteter Lernmengen an. SchlieBlich geht es um die Modellierung ziel-
gerichteten Lernens.

3.1 Lernen bei Verwendung selbst konstruierter Lernmengen

Nach 280 Lerndurchgéngen (wobei ein Durchgang aus der Prasentation aller Muster besteht)
und einer Lernrate e=1.0 ergab sich, ausgehend von einer Nullmatrix zu Beginn des ersten

Durchgangs, die folgende Gewichtsmatrix:

x1(t) x2(t)  x3(t) yi(t) y2(t) y3(@)

yit+1) | 9.99 0.00 0.00 0.99 0.00 0.00
y2(t+1) | 0.00 0.00 2.99 0.00 0.99 0.19
y3(t+1) | 0.00 1.99 0.50 0.00 0.00 0.89

Ein Vergleich mit der zugrundeliegenden Gewichtsmatrix (siehe weiter oben) ergibt eine fast
optimale Reproduktion der Gewichte; Abweichungen liegen nur noch auf der zweiten Nach-
kommastelle vor. Damit ist die Lernbarkeit der Parameter des Systems SINUS durch ein kon-
nektionistisches Modell demonstriert.

3.2 Lernen bei Verwendung von empirisch vorkommenden Lernmen-
gen

In einem zweiten Schritt wurde Uberprift, zu welchen Lernleistungen dieses Netzwerk fahig
ist, wenn anstelle einer weitgehend optimalen Lernmenge die empirisch beobachteten, von
den Pbn selbst erzeugten Lernmengen verwendet werden. Hierzu konnten die Systemdaten
von zwei Pbn (DI24M und XX23M mit GdK-Werten von 2.00 resp. 0.46) herangezogen wer-
den, die zu guter bzw. schlechter Identifikation fahig waren. Das MafB3 GdK skaliert die Qualitat
der von einem Pbn korrekt erkannten Kausalstruktur des Systems SINUS auf einem Bereich
von 0 (Min) bis 2 {Max) unter Verwendung von Diagrammen, in denen der Pb die von ihm
vermuteten Wirkungen auf unterschiedlichen Prazisionsgraden eintragen kann.

DI24M und XX23M haben sich jeweils funf Durchgénge lang mit dem System SINUS be-
schaftigt. Wahrend.DI24M das System nach fiinf Durchgéngen vollstdndig durchschaut hatte
(er gibt im Kausaldiagramm - dem Diagnostikum fiir die subjektive Kausalstruktur - die korrek-
ten Parameter an), gelingt dies XX23M nicht.

Lernvorgang mit den Daten von DI24M: Die Lernrate wurde e=1.0 gewahlt. Aufgrund der ge-
ringeren Anzahl von Trainings-Patterns im Vergleich zu den selbstgenerierten Trainings-Pat-
terns war hier eine gréBere Zahl von benétigten Lernepochen zu erwarten. Nach 3500 Epo-
chen ergab sich die folgende Matrix:
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x1(t) x2(t) x3(t) y1(t) y2(t) y3(t)

yit+1) | 9.99 0.00 0.01 1.00 0.00  -0.01
y2(t+1) | 0.00 0.02 2.95 0.00 0.98 0.23

y3(t+1) | 0.00 1.98 0.52 0.00 0.01 0.88

Lernvorgang mit den Daten von XX23M: Hier wurde die Lernrate ebenfalls e=1.0 gewéhit.
Nach 14500 (!) Epochen ergab sich die folgende Matrix

x1(t) x2(t) x3(t) y1(t) y2(t) y3(t)

yit+1) | 9.98 0.00 0.00 0.99 0.00 0.00
y2(t+1) | 0.00 0.00 3.00 0.00 0.99 0.20
y3(t+1) | 0.00 1.99 0.49 0.00 0.00 0.90

Es zeigt sich also, daB die Korrektheit der resultierenden Matrix unabh&ngig von der Giite der
Systemidentifikation durch die Versuchsperson ist. Demnach ist DI24M im Gegensatz zu
XX23M in der Lage, die durch seine Eingriffe gewonnenen Informationen richtig auszuwerten.
DaB allerdings die von XX23M erzeugten Daten "schwerer" auswertbare Informationen ent-
halten, macht die wesentlich erhéhte Zahl von Lernepochen deutlich.

3.3 Zielgerichtet Lernen

Ein weiterer Aspekt, der bisher nicht betrachtet wurde, betrifft die Erreichung eines Ziels, d.h.
die Steuerung des Systems SINUS in einen vorgegebenen Systemzustand. Fir die Pbn stellt
sich diese Anforderung zusétzlich zu derjenigen der Identifikation; wahrend der Identifikati-
onstétigkeit kann der Pb spielerisch "ausprobieren”, wie gut ihm die Erreichung eines vorge-
gebenen Zielzustands gelingt (vgl. 1.1). Diese Teilaufgabe der Steuerung kann mit demsel-
ben Modell wie bisher, jedoch unter Verwendung eines erweiterten Lernalgorithmus, reali-
siert werden (vgl. Linden, 1989).

Beschreibung des Algorithmus: Die Einheiten sind wie bisher lineare Einheiten und die Ge-
wichte werden mit der Delta-Regel modifiziert. Folgende sechs Schritte sind zu leisten: (1)
Anlegen eines Input-Patterns; (2) Berechnung der Ausgabe der Output-Einhe ten; (3) Berech-
nung des Target-Patterns, d.h. der sich aufgrund der Eingabe ergebenden tatsachlichen Sy-
stemzustands; (4) Berechnung des Fehlers fur jede Output-Einheit (=Target-Output); (5) Ver-
anderung der Gewichte mit der Delta-Regel; (6) Ermittlung des Eingriffs, der basierend auf
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dem aktuellen Modell des Systems, gegeben durch die aktuellen Gewichte, das Target-Pat-
tern als Ausgabe der Output-Patterns erzeugt.

(a) Der unter (4) berechnete Fehler wird Gber die Kanten an die Input-Einheiten geschickt,
die den exogenen Variablen entsprechen, d.h. mit dem Kantengewicht multipliziert, und
dort aufsummiert (entspricht der Netzeingabe bei einem inversen Durchgang.)

(b) Diese Eingabe flr die Input-Einheiten, die den exogenen Variablen entsprechen, wird
dazu benutzt, deren Aktivitdt zu veréndern. Die Aktivitdt der Input-Einheiten, die den en-
dogenen Variablen entsprechen, bleibt erhalten. Das so bestimmte modifizierte Input-
Pattern wird als neue Eingabe verwendet.

(c) Die Ausgabe der Output-Einheiten wird berechnet.
(d) Der Fehler fir die Output-Einheiten wird mit dem alten Target-Pattern berechnet.
(e) Goto (a), falls der Fehler gréBer ist als ein Schwellenwert, sonst goto (1).

Bei Verwendung dieses Lernalgorithmus konnte ein vorgegebener Zielzustand erreicht und
Uber mehrere Schritte gehalten werden. Inwiefern dieser Algorithmus menschlichen Lernpro-
zessen zugrundegelegt werden kann, behandelt die folgende Diskussion.

4 DISKUSSION DER ERGEBNISSE

Welche psychologische Bedeutung hat der Nachweis, daB ein bestimmtes konnektionisti-
sches Modell die Parameter eines zu identifizierenden dynamischen Systems korrekt lernt?
Damit ist zunéachst einmal gezeigt, daB es hinsichtlich der internen Reprasentation des dy-
namischen Systems ausreicht, die Parametermatrix verfligbar zu haben: ein Netzwerk aus
neun Knoten sowie den zwischen den sechs Alt- und drei Neu-Werten bestehenden gewich-
teten Kanten genugt hierflir ("Reprasentationsannahme”).

Ein interessanter Aspekt besteht in der Frage, ob das konnektionistische Modell mdglicher-
weise nicht nur vom Ergebnis her, sondern auch vom Lernyerlauf her plausible Eigenschaften
besitzt. Hierzu kann auf eine "Okonomieannahme" zuriickgegriffen werden (vgl. Funke,
1986b, p. 113), wonach Pbn zu Beginn der Identifikation mit méglichst einfachen Modellen
anfangen. Dabei werden direkte Wirkungen (solche, bei denen exogene Variablen auf endo-
gene Variablen einwirken) eher erkannt als indirekte Wirkungen (Nebenwirkungen, Eigendy-
namik). Im folgenden sind die direkten (=D) und indirekten (=I) Wirkungen des Systems SI-
NUS dargestellt:

x1(t) x2(t) x3(t) yi(t) y2(t) y3(t)
y1(t+1) D - - | | -
y2(t+1) - - D - | |
y3(t+1) - D D - - |

Untersucht man den mit dem Pattern-Associator durchgeflihrten Lernvorgang hinsichtlich der
Reihenfolge korrekt erkannter Kanten, so zeigt sich bei mehrfacher Wiederholung, daB als
erstes zwischen 'EinfluB' und 'kein EinfluB' unterschieden wird, d.h. tendenziell werden die
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Parameter der Matrix als erstes korrekt gelernt, deren Wert 0 ist. Erst danach wird der Einflu3
genau differefziert. Dabei 1&Bt sich keine genaue Reihenfolge angeben, vielmehr kann man
diesen Vorgang als ein gleichmaBiges Ausdifferenzieren beschreiben, bei dem Rundungs-
fehler und ausgewdhlte Trainings-Patterns eine gewisse Rolle spielen.

Dieses Nichtunterscheiden-Kénnen zwischen direktem und indirektem EinfluB ergibt sich aus
der Architektur des Netzes, bei der die Werte endogener und exogener Variablen gleichbe-
deutende Eingaben sind. Die Begriffe direkter und indirekter EinfluB ergeben sich jedoch erst
aus der Unterscheidung direkt und indirekt beeinfluBbarer Variablen. Bei dieser Architektur
steckt die Unterscheidung zwischen direkten und indirekten Variablen lediglich in der Erzeu-
gung der Input-Patterns. Desweiteren ist das Lernverfahren im Pattern-Associator ein Gradi-
entenverfahren, d.h. es beruht gerade auf der gleichzeitigen Veranderung aller Gewichte ent-
lang des Gradienten. - Es muB also gesagt werden, daB sich die Okonomieannahme mit die-
sem Modell nicht untersuchen 14Bt, da der Lernvorgang nicht adéquat ist.

Eine flr dieses Modell sinnvolle Anwendung wére die folgende Untersuchung: Es wird die
Anzahl der Lernepochen untersucht, die flr verschiedene Trainingsmengen benétigt werden.
Dabei sollen die Input-Patterns und die Output-Patterns alle in demselben Winkel zueinander
stehen. Zwischen den einzelnen Trainingsmengen wird dann der Winke! variiert, wobei die
beiden Extrema 'linearabhéngige Vektoren' und 'orthogonale Vektoren' sind.

Die zu testende Hypothese ist nun die folgende: Die Anzahl der benétigten Lernepochen ist
umgekehrt proportional zur GréBe des Winkels, wobei im Extremfall eines Winkels von 0 Grad
kein korrektes Lernen mehr méglich ist. Da solche Trainingsmengen nur dann erzeugt wer-
den kénnen, wenn diese nicht in einem Simulationsdurchgang mit dem DYNAMIS-Programm
erzeugt werden, muB anschlieBend untersucht werden, welche Eingaben die optimalsten
Bedingungen in dem Sinne schaffen, daB die so erzeugten Vektoren (X1(t), X2(t), X3(t), Y1(t),
Y2(t), Y3(t)) bzw. (Y1(t+1), Y2(t+1), Y3(t+1)) in einem mdglichst groBen Winkel zueinanderste-
hen.

Als n&chstes kann dann die folgende Hypothese an realen Versuchspersonendaten unter-
sucht werden: Die Gute der Systemerkennung durch eine Versuchsperson ist umso groBer, je
optimaler, in dem eben beschriebene Sinne, die von ihr durch Systemeingriffe erzeugten
Vektoren sind. Diese Hypothese wird demnéchst Gberprift.

AbschlieBend moéchten wir festhalten, daB gerade bei dem zur Diskussion stehenden Aufga-
bentyp kritisiert werden kénnte, menschliche Pbn wiirden stérker hypothesengeleitet (symbo-
lisch) vorgehen. Dem sind experimentelle Befunde mit diesem Paradigma (z.B. Berry &
Broadbent, 1988) entgegenzusetzen, die fir die Existenz assoziativer Mechanismen spre-
chen kdnnten. Mit unserer Arbeit haben wir einen Beitrag zur Beschreibung eines von mégli-
cherweise mehreren Mechanismen geleistet.
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